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Prawng podstawa przygotowania recenzji rozprawy doktorskiej mgr. inz. Macieja
Zelaszczyka jest uchwata Rady Naukowej Dyscypliny Informatyka Techniczna
i Telekomunikacja (RNDITiT) Politechniki Warszawskiej (PW) nr 697/2024 z dnia 21 maja
2024 r., w ktorej Rada Dyscypliny powotuje recenzentow. O tresci uchwaly zostalem
poinformowany pismem Przewodniczacego RNDITiT — prof. dr. hab. inz. Jarostawa Arabasa,
ktére otrzymatem w dniu 14 czerwca 2024 r.

Niniejsza recenzja zostala przygotowana na podstawie rozprawy doktorskiej.
Przedmiotowa praca zostala zrealizowana na Wydziale Matematyki i Nauk Informacyjnych
PW, pod kierunkiem prof. dr. hab. inz. Jacka Mandziuka.

Rozprawa, zawierajaca streszczenie w jezyku polskim i angielskim, wprowadzenie,
zagadnienia wstepne, pogrupowang w cztery rozdziaty analize: (i) odzyskiwania cech
w kontekscie adwersarialnym, (ii) tlhumaczenia dzwigku na obraz za pomoca wspoélnej
reprezentacji, (iii) wykorzystania wspolnych komponentéw do uczenia si¢ interpretowalnych
reprezentacji zmiennych, (iv) narzucania ograniczen na komponenty reprezentacji poprzez
uczenie adwersarialne oraz bibliografi¢, liczy catosciowo 140 stron. Zawiera facznie 35
rysunkow, 22 tabele i 7 algorytméw. Literatura obejmuje 11 stron. W tej grupie znajduje si¢ 5

prac, ktorych Doktorant jest wspotautorem.
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1. Tematyka pracy

Praca koncentruje si¢ na zagadnieniu uczenia si¢ reprezentacji, ktore jest kluczowe
dla projektowania modeli sztucznej inteligencji zdolnych do osiggnigcia ludzkiego poziomu
percepcji 1 rozwigzywania probleméw. W przedmiotowej rozprawie mgr inz. Maciej
Zelaszczyk analizuje rozne przypadki wykorzystania procesu uczenia w réznych zadaniach
1 kontekstach. W jednym z przypadkow badane jest nienadzorowane odzyskiwanie surowych
obrazéw z adwersarialnych (uszkodzonych) danych wejsciowych, gdzie wykorzystuje si¢
posrednie reprezentacje do rekonstrukcji zar6wno obrazow, jak i informacji potrzebnych
do klasyfikacji. Kolejny przypadek dotyczy konwersji sygnatéw dzwickowych na obrazy przy
uzyciu wspolnych reprezentacji audiowizualnych, co pozwala na generowanie wizualnie
spojnych obrazéw, zawierajacych istotne informacje. Doktorant porusza rowniez temat
osadzania zmiennych, ktore sa poddane ograniczeniom strukturalnym, zar6wno w odniesieniu
do samych reprezentacji, jak i mechanizmu uwagi uzywanego do ich potaczenia. Odpowiada
takze na pytanie, jak ograniczy¢ reprezentacje, sktaniajac klasyfikator do nauki takich
reprezentacji, dla ktorych trudno jest przewidzie¢ brakujaca czg$¢ na podstawie pozostalej

reprezentacji.

Uwazam, ze podjeta w rozprawie doktorskiej mgr. inz. Macieja Zelaszczyka tematyka

badawcza jest z naukowego punktu widzenia wazna i aktualna.

2. Cel i zakres pracy

Celem pracy byla analiza mocy uczenia si¢ reprezentacji w czterech odmiennych
przypadkach, r6znigcych si¢ zadaniami, poziomem nadzoru oraz domeng danych.
W szczegdlnosci Doktorant: (i) zaprezentowal sposob odzyskiwania surowych obrazéow
z adwersarialnych danych wejsciowych przy uzyciu nienadzorowanych reprezentacji
posrednich; (ii)) wykorzystat wspdlne reprezentacje audiowizualne do generowania obrazow
z sygnatéw; (iii)) na podstawie wspotdzielonych reprezentacji zaprezentowal sposob
nadzorowanej klasyfikacji danych tabelarycznych w podej$ciu uczenia wielozadaniowego; (iv)
przeprowadzil analiz¢ adwersarialnych metod restrykcji reprezentacji w odniesieniu

do nadmiarowosci informacji w wysokopoziomowych reprezentacjach.



3. Hipoteza badawcza

Mgr inz. Maciej Zelaszczyk nie stawia w swojej rozprawie tezy. Formutuje natomiast
nastepujaca hipoteze badawcza: Uczenie si¢ reprezentacji umozliwia rozwigzywanie roznych
zadan w odmiennych dziedzinach. Zaktada ona, iz réznorodno$¢ analizowanych w pracy
konfiguracji, architektur i metod uczenia modeli sztucznej inteligencji, w ramach ktérych
mozliwe jest uzyskanie istotnych wewnetrznych reprezentacji, potwierdza, iz uczenie si¢
reprezentacji jest metoda o charakterze ogélnym. Oznacza to, Zze metoda ta znajduje

zastosowanie w szerokim zakresie kontekstow.

Realizacja rozprawy doktorskiej, w ktorej Autor nie formuluje i nie wykazuje
poprawnosci (prawdziwos$ci) tezy nie jest podejsciem powszechnie stosowanym, ale nie
ma wymogow formalnych, aby tez¢ do pracy wprowadza¢. Uwazam podejscie Autora za jak

najbardziej poprawne.

4. Struktura pracy

Praca napisana jest w jezyku angielskim. Zaprezentowane w dysertacji zagadnienia
zostaly opisane w 7 rozdziatach.

Rozdzial 1 — Introduction sklada si¢ z trzech sekcji. Pierwsza z nich przedstawia ideg
reprezentacji danych i ich transformacji z postaci surowej do nowej formy na podstawie wiedzy
o analizowanym problemie (ang. feature engineering) oraz krotko charakteryzuje technike
uczenia si¢ reprezentacji. W sekcji tej umieszczone sg ponadto cele badawcze Autora. W drugiej
cze$ci tego rozdziatu zaprezentowana jest hipoteza badawcza, ktéra zostanie zweryfikowana,
aby zrealizowaé¢ zamierzone cele. Ta cz¢$¢ prezentuje réwniez spis publikacji, ktorych mgr inz.
Maciej Zelaszczyk jest wspotautorem. Nalezy zaznaczyé, iz na 6 podanych prac, 3 nie zostaty
opublikowane. W ostatniej sekcji Autor omawia strukture rozprawy i nakresla jak tresci
poszczegolnych rozdziatéw odnosza si¢ do wiasnych publikacji.

Rozdziat 2 — Preliminaries przedstawia przeglad podej$¢ istotnych dla architektur i metod
zaprezentowanych w rozprawie. Na samym poczatku tej czg¢sci pracy Autor wyjasnia termin
modelu generatywnego. Podaje jego interpretacj¢ w z punktu widzenia dwoch definicji oraz
wskazuje r6znice w odniesieniu do modelu dyskryminacyjnego. Dokonuje opisu formalnego
dwoch architektur: autoenkodera wariacyjnego oraz generatywnej sieci adwersarialne;.
Nastepnie omawia zagadnienie atakow adwersarialnych z punktu widzenia analizy obrazow,
wyszczegolniajac w kolejnych sekcjach ich rodzaje, a w szczegdlnosci: L-BFGS, metode fast

gradient sign method czy projected gradient descent. Rozdzial konczy si¢ krotkim



przedstawieniem istoty zagadnienia osadzania stoéw; wprowadzono oznaczenia dla zmiennych
reprezentujacych stowo, stownictwo czy otoczenie. Podana jest rowniez interpretacja pojgcia
otoczenia w odniesieniu do kontekstu konceptu w przypadku przetwarzania jezyka naturalnego.

Rozdzial 3 — Adversarial defenses via a mixture of gemerators koncentruje si¢
na procedurze przetwarzania danych adversarialnych za pomoca kombinacji generatorow
w celu odzyskania poprawnej klasy sprzed ataku. Doktorant przestawia metod¢ obrony przed
atakami adwersarialnymi za pomocg zestawu konkurujacych sieci generatorow w konfiguracji
typu generative adversarial network (GAN). Kazdy generator przetwarza dane z zakldceniami
adwersarialnymi, tworzac nowa reprezentacj¢, ktora usuwa skutki ataku, bez potrzeby
korzystania z etykiet obrazéw lub atakow. To z kolei umozliwia aktualizacje parametréw
dyskryminatora na podstawie oryginalnych obrazéw i przeprowadzanie finalnej klasyfikacji.
Metoda dobrze radzi sobie z wieloma atakami, zachowujac spojnos$¢ obrazu i przydatnosé
do klasyfikacji. Wariant, w ktorym kazdy generator jest uczony na konkretnych atakach,
poprawia doktadno$¢, a zastosowanie zespolu mniejszych generatorow jest bardziej efektywne
1 modulowe niz jedna duza sie¢. Podejscia testowane sg na zbiorze danych MNIST.

Rozdzial 4 — Audio-to-image cross-modal generation prezentuje sposob tworzenia
obrazéw z sygnatow dzwigkowych za pomoca cross-modalnej architektury autoencodera
wariacyjnego (VAE) oraz jej modyfikacji. Autor wprowadza do analizy dwa zbiory danych
konwertujacych sygnat na obraz: wiele obrazéw na jeden sygnat oraz unikalne pary sygnat-
obraz; ocenia, jak te zbiory wplywaja na generowanie obrazéw. Po procesie uczenia obydwu
architektur na tych zbiorach, dane sygnalowe mozna reprezentowac jako cechy audio-wizualne,
przez co modele moga wygenerowac obrazy, ktore wizualnie pasuja do obrazow rzeczywistych.
W rozdziale omoéwione sg rowniez: (i) dostosowanie straty rekonstrukcji do kontroli
dopasowania miedzy rzeczywistymi a generowanymi obrazami, (ii) oceny jako$ciowe
mozliwo$ci generowania obrazéw z danych dzwigkowych, oraz (iii) potencjal generowania
obrazow z sygnatow dzwigkowych w dziedzinie uczenia cross-modalnego.

Rozdziat 5 — Interpretable multi-task learning with shared variable embeddings
wprowadza do zagadnienia wspdlnego osadzania zmiennych dla modeli predykcyjnych
w problemach wielozadaniowych. Autor proponuje metode, ktdra rozszerza tradycyjne
podejscie do osadzania zmiennych. Umozliwia ona ponowne wykorzystanie osadzen migdzy
zmiennymi i1 zbiorami danych za pomoca wspdlnej macierzy osadzen i mechanizmu uwagi.
Metoda osigga poréwnywalng do oryginalnego podejscia doktadno$¢ klasyfikacji, ale bez

konieczno$ci dostrajania modelu. Eksperymenty pokazuja, ze wariant z rzadka uwaga zwigksza



doktadno$¢ i skraca czas uczenia, kosztem interpretowalnosci, podczas gdy podstawowa
metoda przewyzsza inne pod wzgledem wyjasnialnos$ci.

Rozdziat 6 — Restricting Representations omawia nowa procedur¢ uczenia
klasyfikatorow, w ktorej wysokopoziomowe reprezentacje wewnatrz klasyfikatora sa
wykorzystywane zarowno jako dane wejsciowe, jak i cele dla predyktorow, a oba te elementy
sa uczone w sposob adwersarialny. Klasyfikator dazy do minimalizacji swojej funkcji straty
oraz maksymalizacji straty predyktorow, podczas gdy predyktory minimalizuja wlasng funkcje
straty. Poprzez wzajemng rywalizacj¢ klasyfikatora i predyktorow model uczy si¢ bardziej
odpornych i ogdlnych cech. Na podstawie przeprowadzonych eksperymentow, Autor pokazuje,
ze wykorzystanie wysoko skorelowanych komponentdéw reprezentacji pomaga predyktorom
generalizowa¢ poza dane uczace.

Ostatni rozdziat stanowi podsumowanie rozprawy. W tej czesci pracy, na podstawie

uzyskanych wynikéw 1 wnioskow, Autor potwierdza zasadno$¢ postawionej hipotezy.

5. Ocena rozprawy doktorskiej

5.1. Uwagi krytyczne

Uwagi ogolne:

1. Mimo wysokiego poziomu uzytego jezyka, w tekscie rozprawy brakuje prostszych,
inzynierskich interpretacji, definicji i opiséw (jednym z wielu przyktadow jest kluczowe
pojecie uczenia reprezentacji). Tekst jest plynny, lecz brakuje mu precyzyjnych,
technicznych wyjasnien. Styl charakteryzuje si¢ nadmierng rozwleklo$cia, zamiast
rzeczowej precyzji a zdania czg¢sto niepotrzebnie komplikuja proste zagadnienia.
Lepsze bytoby zwie¢zle i1 konkretne wykorzystanie jezyka, co jest istotne w pracach
naukowych, gdzie wymagana jest jasno$¢ i jednoznaczno$¢ kluczowych zagadnien.

2. Algorytmy przedstawione w pracy maja raczej charakter opisowy niz proceduralny, co
bardziej odpowiada formatowi pseudo-kodu niz formalnemu zapisowi algorytmu.
W przypadku algorytméw oczekuje si¢ polaczenia syntaktycznej formy jezykowej,
zapisu formalnego oraz zwigztych opiséw tekstowych. Dodatkowo, dla zwickszenia
przejrzystosci, poszczegolne kroki algorytméw powinny by¢é ponumerowane.
Umozliwitoby to odniesienia do konkretnych linii w tek$cie, co utatwitoby analizg
1 interpretacj¢ ich dzialania. W przypadku algorytméw takich jak 4.1 i 4.2, ktore sa
stosunkowo krotkie 1 intuicyjne, takie podejScie nie jest konieczne, jednak

w odniesieniu do bardziej ztozonych algorytmow, jak 3.1, 4.3, 4.4 oraz 6.1, numeracja



1 szczegotowy opis krokéw sa, moim zdaniem, niezbgdne. Dobrze ilustruje to zdanie na
stronie 107: ,,The overall training procedure is presented as Algorithm 6.1. It includes
one modification to Equation 6.3.” Algorytm 6.1 zajmuje calg stron¢ 108, jednak
brakuje odniesienia do konkretnego kroku, w ktorym nastgpuje uczenie klasyfikatora
w oparciu o formule (6.4) rozszerzajaca (6.3). Numeracja krokéw oraz bardziej
formalny zapis algorytmoéw znaczaco zwigkszytyby ich czytelnos¢ i zrozumiatos¢ dla
odbiorcy.

Czy dokladnosci sieci LeNet5 w omawianych symulacjach w rozdziatach 3 oraz 4
uzyskano na podstawie pojedynczych symulacji? Jesli tak, to wyniki moga by¢
przypadkowe. Przy licznych powtdrzeniach, wykresy pudetkowe wraz ze $rednimi
1 odchyleniami standardowymi moglyby potwierdzi¢ stabilno$¢ i powtarzalnos¢
rezultatéw. Podobne pytanie nalezy zada¢ w przypadku wyznaczania dokladnosci
klasyfikacji dla metod osadzania zmiennych przedstawionych w rozdziale 5.

Z uwagi na to, ze rozdziaty Adversarial Defenses via a Mixture of Generators oraz
Audio-to-Image Cross-Modal Generation s3 tytutami artykulow opublikowanych
w recenzowanych materialach z migdzynarodowych konferencji naukowych,
odpowiednio: ICONIP (Bali, 2021) oraz IJCNN (Padwa, 2022), Doktorant powinien
szczegdtowo wyjasni¢ réznice miedzy opublikowanymi pracami a treScig dysertacji.
Wynika to z faktu, iz w ocenianych rozdzialach umieszczono liczne rysunki, tabele,
algorytmy i formuty pochodzace z wczesniej opublikowanych prac. Od Autora oczekuje

si¢ rowniez wlasciwego zastosowania odnosnikéw do tych publikacji.

Uwagi do poszczegdlnych rozdzialéow

1.

Uwagi do Rozdzialu Introduction

e Rozdzial nie przedstawia jasno okreslonych celow badawczych. Mimo, iz na stronie
4 rozprawy Doktorant wyjasnia nad czym skoncentruje si¢ w rozprawie oraz
wymienia dwa cele, przedmiotowa tres¢ nie jest wyrazista w kontekscie catosci
pracy. Rozdziat wstgpny wymaga takze doktadnego przedstawienia ogélnych celow
pracy (ktore mozna uszczegdlowi¢, co zrobiono na str. 24-25, 47-48, 74-75 i 103),
motywacji oraz szczegélowego opisu problematyki badawczej, czego w obecnej
wersji brakuje. W pracy Autor wprowadza podzielenie celow i motywacji
na rozdzialy, co wynika z faktu, iz rozdzialy te bazuja w duzej mierze
na opublikowanych pracach. Wydaje si¢ to by¢ stusznym podejsciem ze wzgledu

na zréznicowanie tematyczne poszczegolnych czeSci rozprawy; niestety



przedstawiona motywacja nie jest wystarczajaca. Przykltadowo jako czytelnik
chciatbym zna¢ odpowiedz na pytanie, dlaczego zagadnienie generowania obrazoéw
z sygnatow dzwigkowych jest wazne (Rozdziat 4). Po co je stosowac? Czy jest
pozadane, stuszne a moze czy w ogole ma sens?

Przedstawienie na stronie 5 publikacji [1]-[4] weryfikujacych hipoteze H1 nie jest
konieczne; moze by¢ nawet nieco mylace, zwtaszcza ze Doktorant wymienia dwie
publikacje [5,6] niezwigzane z przedmiotowa hipoteza. Autorskie prace umieszone
sa w spisie literatury i jest to w mojej opinii wystarczajace.

Ogodlnie sekcja 1.3. Outline wprowadza zamieszanie. Autor, z jednej strony, opisuje,
co zostanie przedstawione w poszczeg6élnych rozdziatach, a z drugiej, wprowadza
nagtéwki, ktore nie sg zgodne z faktycznymi tytulami rozdzialéw. Na przyktad:
na stronie 6 pojawia si¢ nagtéwek Chapter 3 — feature recovery in an adversarial
setting, podczas gdy rozdzial 3 nosi tytut ADVERSARIAL DEFENSES VIA A
MIXTURE OF GENERATORS. Podobnie, na stronie 7 doktorant wprowadza
nagtowek Chapter 4 — translating audio into an image through a common
representation, podczas gdy rzeczywisty tytul rozdziatu to AUDIO-TO-IMAGE
CROSS-MODAL GENERATION. Jako recenzent i czytelnik, zupelnie nie
rozumiem, co kryje si¢ za takim podej$ciem. Dlaczego nie przedstawi¢ struktury
pracy w prosty i przejrzysty sposob, wyjasniajac jasno, z jakich rozdziatéw si¢ sktada
oraz w jaki sposob omowione w nich zagadnienia sg ze sobg powigzane? Takie
podejscie znaczaco utatwitoby odbior 1 zrozumienie rozprawy. Przyktadowo, jak —
po przeczytaniu rozdzialow 1 i 2 — odnie$¢ do cato$ci rozprawy zawarto$¢ rozdziatu

trzeciego?

2. Uwagi dotyczace Rozdziatu 3

Jak zdefiniowany jest wskaznik sukcesu w Tabeli 3.27

Jakie jest uzasadnienie wyboru hiperparametru 4?

Czy ze wzgledu na wykorzystane architektury i zastosowanie modeli wstepnie
wyuczonych ztozono$¢ obliczeniowa jest niewielka (zwlaszcza dla generatora

o wigkszej strukturze)?

3. Uwagi dotyczace Rozdziatu 4

Jak praktycznie zrealizowany jest proces uczenia przy funkcjach straty
zdefiniowanych w (4.2) i (4.3) w konteks$cie algorytmoéow 4.3 1 4.4? Nie jest jasne,

czy Autor zastosowal wlasng implementacj¢, czy tez oparl si¢ na istniejagcych



4,

5.

rozwigzaniach. Zaleca si¢ doprecyzowanie tego aspektu, aby umozliwi¢ pelne
zrozumienie przyjetej metodyki oraz oceng, na ile implementacja jest oryginalna.

e W sekcji 2.2.3 «a jest hiperparametrem ataku. Jakie znaczenie & ma w optymalizacji
(4.3)? Dlaczego w eksperymentach przyjeto wartosci: o= {0.2,0.5,1,2}?

e Pytanie: czy mozna by zwizualizowa¢ rezultat Algorytmu 4.4 (np. dla jednej
przyktadowej cyfry)? Chodzi mi tu o graficzng prezentacje tej cyfry po usuwaniu
kolejnych cech (elementéw) z krokiem (np.) 10; zaréwno posta¢ sygnatu jaki
1 obrazu. Umozliwiloby to zaobserwowanie krokowego niszczenia cyfry.

Uwagi dotyczace Rozdzialu 5
Jak wyznaczana jest doktadno$¢ klasyfikacji dla porownywanych w Tabeli 5.1
(a takze Tabeli 5.2) metod osadzania zmiennych? Co oznacza najlepsza (,,best”
w opisie Tabeli 5.1) doktadno$¢ w tym kontekscie?

Uwagi dotyczace Rozdzialu 6
Jak dobrze rozumiem, liczba 512-stu sktadowych wektora wynika ze struktury
modyfikowanej sieci ResNet18. Czy w zwigzku z tym mozna co$ powiedzie¢ o tych
sktadowych? Ktoére sg najwigcej razy wybierane do predykcji w trakcie procesu

uczenia? Co reprezentuja? Czy da si¢ je jako$ zinterpretowac?

5.2. Uwagi drobne:

1.

Statistical metrics — stowo metric powinno by¢ wykorzystywane jako funkcja, stuzaca
do mierzenia odleglo$ci w zadanej przestrzeni.

Prace nieopublikowane (submitted: [3,6]) oraz nieztozone (work in progres: [4]) nie
powinny by¢ wyszczegolnione w sekcji 1.21 1.3.

Strona 3, zdanie: “In the neural network context, this means that the representations
obtained in the final layers of a neural network are reused for tasks or datasets other
than the ones on which the network was initially trained”. Nie do konca jest jasne, co
oznacza: “final layers”. Ponadto, lepiej uzy¢ stowo: ,,adjusted” zamiast ,,reused”, co jest
wyjasnione w kolejnym zdaniu.

W rozdziale Preliminaries Autor powinien umieéci¢ informacj¢ o zastosowaniu
poszczegolnych, opisanych w sekcjach zagadnien.

Strona 20: Poprzez zbidr V' oznaczone jest stownictwo; nastepnie w formule (2.14)

stownictwo jest reprezentowane przez macierz E. Czy nie chodzi tu o otoczenie?



6. Wykorzystane w Tabeli 3.1 skréty do nazw parametréw generatorow i dyskryminatorow
nie zostaly wyjasnione; skroty wszystkich nazw atakow, wraz z odniesieniami
do pozycji literaturowych wymienionych w Tabeli 3.2 (str. 31), zostalty wprowadzone
dopiero na stronie 35. W Tabelach 4.2, 4.3 1 4.4 skroty parametréw modeli sg niejasne.
W  pracach naukowych wymaga si¢ wczesniejszego wyjasnienia skrotow
wykorzystywanych w tresci.

7. Nazwa parametru dokladnosci powinna by¢ ujednolicona w rozprawie. Autor
wykorzystuje r6zne nazwy: ,,ACCURACY”, ,,ACC”, ,,Accuracy”.

8. Bledy jezykowe: “training such a system allows to recover representations” (str. 6);
powinno by¢: “allows for recovering”; Podobnie: “We show that training such a system
allows to recover”; Czy w zdaniu: “Area to which a given dataset and, consequently, a
variable belongs, according to the delineation introduced by the UCI Machine Learning
Repository.” nie brakuje przypadkiem orzeczenia? Skomplikowane konstrukcje
jezykowe, np.: “The adversarial attack and defense interplay in our setting for image
classification begins with a classifier trained on a train subset”; czy nie lepiej: “The
interplay between adversarial attacks and defenses in our image classification setting

begins ...”

Nie jest konieczne odnoszenie sie przez Doktoranta do zaprezentowanych powyzej uwag

drobnych.

5.3. Ocena ogolna

Formulujac oceng¢ ogdlna, nalezy przede wszystkim podkresli¢, iz mgr inz. Maciej
Zelaszczyk bardzo dobrze rozumie zagadnienia zwigzane z uczeniem sie reprezentacji, ktore
odgrywa kluczowa role w projektowaniu zaawansowanych modeli sztucznej inteligencji.
Posiada dogl¢bng wiedz¢ na temat rdéznych metod przetwarzania danych, takich jak
nienadzorowane odzyskiwanie obrazéw z uszkodzonych danych oraz konwersja sygnatow
dzwigkowych na obrazy przy uzyciu wspolnych reprezentacji audiowizualnych. Doskonale zna
procesy wykorzystywane w klasyfikacji wielozadaniowej, w tym osadzanie zmiennych
w modelach predykcyjnych, co umozliwia poprawg¢ wynikow klasyfikacji oraz ich
interpretacj¢. Ponadto, posiada umiej¢tno$¢ analizy nadmiarowosci informacji w zadaniach
klasyfikacji obrazéow, co $wiadczy o jego zaawansowanym rozumieniu zaréwno

nadzorowanego, jak i adwersarialnego uczenia modeli.



Praca doktorska mgr. inz. Macieja Zelaszczyka ma charakter eksperymentalny, co
wyraznie wida¢ w obszernych sekcjach prezentujacych wyniki badan w rozdziatach 3—6. Takie
podejscie jest niezbedne ze wzgledu na istotny wktad algorytmiczny (Autor zaproponowat 7
algorytmow), parametryzacj¢ modeli glgbokich, liczb¢ danych oraz propozycje architektur
neuronowych. Mimo eksperymentalnego charakteru, praca zachowuje wymagany formalizm
matematyczny, prezentujagc zaréwno podstawowe informacje, jak i rdwnania niezbg¢dne
do reprezentacji danych, formutowania funkcji celu oraz realizacji zmodyfikowanych proceséw
uczenia. Rozprawa jest przez to spojna i dojrzata.

Pomimo niewatpliwej warto$ci merytorycznej, praca posiada kilka obszarow
wymagajacych dopracowania, na ktore zwrdcitem juz uwage we wczesniejszych
komentarzach. Obejmuja one zaréwno kwestie kluczowe, jak i drobniejsze detale. W ujeciu
ogblnym, mozna dostrzec niepotrzebne komplikowanie prostych zagadnien, co wynika
z nadmiernie wyszukanego jezyka i stylu. Brakuje bardziej formalnego, inzynierskiego opisu
zaproponowanych algorytmow, jak rowniez podstawowej analizy statystycznej wynikéw, co
moze rodzi¢ trudno$ci w powtarzalnosci uzyskanych rezultatow. Ponadto, praca nie zawiera
kompleksowego przedstawienia celéw 1 motywacji w szerszym konteks$cie rozprawy. Chociaz
poruszane zagadnienia majg wspdlny naukowo-badawczy mianownik, Autor powinien, moim
zdaniem, zaprezentowac cele 1 motywacje w sposob bardziej cato§ciowy, szczegolnie biorac
pod uwagg aktualno$¢ i wage podejmowanej tematyki.

Niezaleznie od opisanych przeze mnie niedociggni¢¢, praca posiada ogromny potencjat,
ktéry mozna jeszcze bardziej wyeksponowac poprzez uwzglednienie przedstawionych sugestii.
Odpowiedzi na zawarte w recenzji komentarze i pytania niewatpliwie utwierdza mnie
w przekonaniu, iz opracowany material jest kompletny, a przede wszystkim unikalny.

Elementami wyr6zniajacymi dorobek Autora sa bez watpienia: artykul naukowy
opublikowany w renomowanym mig¢dzynarodowym czasopi$mie Information Fusion (IF =
14,7) a takze prace przedstawione na prestizowych konferencjach mig¢dzynarodowych:
International Joint Conference on Neural Networks oraz International Conference on Neural
Information Processing, ktore nastepnie zostaty opublikowane w recenzowanych materiatach
z tych konferencji. W roku publikacji artykuly te, w ostatecznej formie, znalazty si¢ w wykazie
sporzadzonym zgodnie z przepisami wydanymi na podstawie art. 267 ust. 2 ustawy z dnia 20
lipca 2018 r. ,,Prawo o szkolnictwie wyzszym i nauce” (Dz. U. 2018 poz. 1668). Nalezy

podkresli¢, iz w pracach tych mgr inz. Maciej Zelaszczyk jest autorem pierwszym.
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6. Podsumowanie

Rozprawa doktorska mgr. inz. Macieja Zelaszczyka, przygotowana pod opieka prof. dr.
hab. inz. Jacka Mandziuka, stanowi oryginalne rozwigzanie zagadnienia naukowego oraz
potwierdza og6lng wiedze teoretyczng i praktyczng Doktoranta w danej dyscyplinie naukowe;.
Na podstawie przedmiotowego przegladu literatury, opisu zagadnien teoretycznych,
sformutowania problemu, wykonanej analizy poréwnawczej i prezentacji wynikéw badan,
stwierdzam, iz wiedz¢ Autora w dyscyplinie informatyka techniczna i telekomunikacja nalezy
oceni¢ bardzo wysoko. Opieka Promotora i odpowiednie kierowanie rozwojem naukowym
Doktoranta w trakcie realizowanego przewodu doktorskiego przyczynity si¢ do opublikowania
wysoko jakosciowych wspdlnych prac w prestizowych czasopismach i punktowanych

konferencjach naukowych, co jest bezdyskusyjnie osiggnieciem wybitnym.

Stwierdzam zatem, Ze recenzowana przeze mnie rozprawa doktorska mgr. inz. Macieja
Zelaszczyka pt. ,,Deep Representation Learning in Varied Settings” spelnia kryteria okre$lone
w ustawie z dnia 20 lipca 2018 r. ,,Prawo o szkolnictwie wyzszym i1 nauce” (Dz. U. 2018 poz.
1668). Na tej podstawie wnioskuje do Rady Naukowej Dyscypliny Informatyka Techniczna
i Telekomunikacja Politechniki Warszawskiej o dopuszczenie Doktoranta do dalszych etapow
przewodu doktorskiego.

Uwzgledniajgc aktualno$¢ tematyki badawczej, jej szeroki zakres, wysoka jakosé
prezentowanych wynikéw oraz ich istotny wktad w rozwoj dyscypliny, jak rowniez znaczaca
aktywno$¢ naukowa mgr. inz. Macieja Zelaszczyka, udokumentowang licznymi publikacjami,

Wnosze o wyroznienie recenzowanej rozprawy doktorskie;j.

hab. inz. MaZj Kusy, prof. P
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